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Анотація. У статті наведені результати застосування сучасних систем моделювання та прогнозування продукційного процесу сочевиці в умовах Південного Степу України. Проведений кореляційно-регресійний аналіз свідчить про високу достовірність та практичну цінність отриманих математичних моделей вирощування сочевиці на зерно залежно від основного обробітку ґрунту, дози добрив та густоти рослин за різних умов зволоження, що підтверджують криві, отримані у дослідах експериментальних даних та розрахунковим шляхом. Згідно з отриманими коефіцієнтами регресії та вільного члена була складена математична модель урожаю зерна сочевиці за різних умов зволоження: Без зрошення – Y=1,5896+0,0032×Х1+0,0007×Х2-0,2561×Х3; Зрошення – Y=1,0200+0,0051×Х1+0,0022×Х2+0,2656×Х3.

Провівши регресійний нормований аналіз досліджуваних чинників з урожаєм зерна сочевиці, були отримані такі результати для залежної змінної для різних умов вологозабезпечення, де: без зрошення - R= 0,7059; R2= 0,4983; скоректований R2= 0,4682; F(3,50)=16,551 p<0,00000 та стандартна похибка оцінки – 0,1232; зрошення – R = 0,6131; R2= 0,3759; скоректований R2= 0,3385; F(3,50)=10,04 p<0,00003 та стандартна похибка оцінки - 0,2591.
Вперше створені нелінійні багатошарові штучні нейронні моделі для прогнозування врожайності зерна сочевиці. Створена узагальнююча регресійна штучна нейронна мережа GRNN (4-12-7-1) з 12 нейронами в першому прихованому шарі і сьома – в другому; продуктивність навчання – 0,215; контрольна - 0,290; тестова – 0,362; похибка навчання - 0,136; контрольна – 0,049; тестова – 0,066. Множинна кореляція з урахуванням нелінійних закономірностей впливу чинників на врожайність зерна сочевиці склала 0,96. Згідно з отриманими результатами ранжування досліджуваних чинників на динаміку формування та величину врожайності зерна сочевиці встановлено, що на першому місці є умови зволоження (величина водоспоживання, м3/га) з коефіцієнтом впливу 4,21. який перевищує інші досліджувані чинники майже в 2,2 рази. На другому місці густота рослин (млн/га), де показник склав 1,62. На третьому – доза мінеральних добрив (кг/га діючої речовини), яка незначно поступилася густоті стояння рослин, склавши у підсумку 1,61. На останньому четвертому місці з коефіцієнтом впливу 1,01 була глибина основного обробітку ґрунту (см).
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Актуальність дослідження. Сучасні системи математичної обробки даних еволюціонують дуже стрімко. Щоденно з’являються нові програми, які допомагають обробляти не тільки цифровий потік інформації, а також виявити закономірності, будувати прогностичну модель розвитку спираючись на багатошарові бази даних. В цьому сенсі не відстає від основних тенденцій і сільськогосподарська наука. За високої вартості основних складових технологічного процесу вирощування культур (енергетичні агрегати, паливо, праця людей тощо) правильна і чітко налагоджена праця є запорукою ефективної роботи сільськогосподарського підприємства. Цей технологічний розвиток нерозривно поєднаний з науковими дослідженнями.
Аналіз останніх досліджень та публікацій. На сьогодні найбільш поширеною методикою обробки отриманих експериментальних даних є кореляційно-регресійний аналіз. Його основою є побудова та аналіз математичних моделей шляхом побудови рівняння регресії, яка фіксує залежність результативної ознаки від визначальних ознак і дає оцінку міри щільності зв’язку. Кореляційний аналіз зв’язку здійснюють після встановлення його наявності і характеру зв’язку (прямий чи зворотній) [1, 3, 4, 12].
Нині на піку популярності встановлення нелінійних взаємозв’язків. Штучна нейронна мережа – обчислювальна нелінійна модель, в основі якої лежить нейронна структура мозку, здатна навчатися виконанню завдань класифікації, передбаченню, прийняттю рішень, візуалізації та деяким іншим лише завдяки розгляду прикладів [2, 6, 7, 12, 13, 20].
Завдяки своїй гнучкості та надійності штучні нейроні моделі використовують у багатьох галузях [9, 19], особливого значення та поширення вони набули в сільському господарстві [8, 11, 14].
Будь-яка архітектура штучна нейронна мережа складається з штучних нейронів – елементів обробки, що мають структуру з пов'язаними один з одним шарів. [2, 6, 7, 12, 13, 20].

Штучні нейронні мережі дозволяють змоделювати простими математичними моделями функціонування біологічного нейрона. За цих умов найважливіші якості нервової системи визначаються не складністю нейронів, а їх великою кількістю та наявністю складної системи зв'язків між ними, що створює виключно комплексну структуру. Ця структура не є статичною. Накопичення досвіду виявляється у зміні характеру та сили зв'язків між нейронами [2, 7, 10, 16, 18, 20].

Вхідний шар складається з нейронів, які передають інформацію до прихованого шару. Прихований шар, своєю чергою, передає інформацію у вихідний. Кожен нейрон має синапси, функцію активації, що визначає вихідну інформацію при заданій вхідній та один вихід. Виважена сума з входів проходить через функцію активації для виведення даних із нейрона. Навчання - процес оптимізації, у якому мінімізується помилка передбачення та нейронна мережа досягає необхідного рівня точності. За допомогою додаткових прихованих шарів можна зробити систему більш гнучкою і потужною [2, 6, 12, 13.]. Кожен шар пов'язаний із сусідніми шарами за допомогою вагових коефіцієнтів та коефіцієнтів зміщення. Навчання нейронної мережі означає, що для заданого набору заздалегідь відомих вхідних і вихідних даних необхідно підібрати оптимальні коефіцієнти штучної нейронної мережі так, щоб квадратична помилка між точним вихідним значенням і вихідним значенням, отриманим за допомогою поширення вхідних значень через нейронну мережу, прагнула мінімуму [2].

Мета дослідження – застосування сучасних підходів до математичного моделювання та прогнозування і створення з високою достовірністю моделей врожаю, застосування яких на виробництві дозволить вдосконалити технологію вирощування сільськогосподарських культур та спрогнозувати динаміку врожаю зерна залежно від кількісної зміни елементів технології вирощування.

Матеріали і методи дослідження. Моделювання та прогнозування продукційного процесу сочевиці було виконане на основі проведеного чотирьохфакторного польового досліду на території сільськогосподарського кооперативу «Радянська земля» Білозерського району Херсонської області.

Землекористування господарства належить до першого агрокліматичного району Херсонської області, клімат якого помірно жаркий та дуже посушливий. За багаторічними даними, середньорічна температура повітря дорівнює 9,8(С. Найхолодніший місяць – січень, із середньомісячною температурою повітря мінус 3,0(С, найтепліший – липень, із середньомісячною температурою плюс 21,9(С. Початок накопичення активних температур повітря починається в останній декаді березня й закінчується в другій декаді листопада. Останні весняні заморозки спостерігаються в другій декаді квітня, перші осінні - у третій декаді жовтня. Середня тривалість безморозного періоду складає 233 доби, а вегетаційного – 188 діб. Річна сума опадів, у середньому, складає 441 мм при щорічному випаровуванні 900-1000 мм. За вегетаційний період випадає 275 мм опадів, найбільша їх кількість - у липні – 49 мм. Пануючими вітрами на території господарства є вітри східного та північно-східного напрямків з критичною швидкістю 10,4-11,7 м/сек. Суховії спостерігаються щорічно, особливо інтенсивні, приблизно у 40% років. За теплий період спостерігається від 15 до 33 днів із суховіями.

Ґрунт темно-каштановий солонцюватий з чіткою диференціацією ґрунтового профілю. Глибина гумусового горизонту 50-55 см із вмістом гумусу 2,5%. Скипання від HCl відбувалося з глибини 60-70 см. Реакція ґрунтового розчину у верхніх шарах ґрунту була близькою до нейтральної (рН 7,0), а нижче по профілю зростала і наближалася до лужної (рН 7,4-7,9). Гідролітична кислотність становила 0,36-1,9 мг-екв на 100 г ґрунту. За результатами агрохімічного обстеження ґрунтовий покрив зрошуваних, вилучених зі зрошення та незрошуваних земель господарства характеризується низьким вмістом легкогідролізованого азоту - 35, підвищеним і високим рухомого фосфору - 32 та високим обмінним калієм – 430 мг/кг ґрунту. Щільність складення метрового шару ґрунту становила - 1,35 г/см3, щільність його твердої фази - 2,66 г/см3, загальна пористість - 49-50%. Ґрунт містить незначну кількість обмінного натрію 0,1-2,0 мг-екв на 100 г ґрунту. Ступінь насиченості основами складає 98-100%, ємність поглинання 30-35, а сума поглинальних основ 24-28 мг-екв в 100 г ґрунту. Водопроникність ґрунту за першу годину вбирання складала 1,3-2,2 мм/хв. 

Ґрунтові води слабкомінералізовані із загальним вмістом солей 1-3 г/л, хімізм засолення – сульфатно-хлоридний. На території господарства залягають глибше 5 м і не впливають на ґрунтоутворюючі процеси та сумарне водоспоживання сільськогосподарських культур.
Зрошення земель у господарстві здійснюється водами Інгулецької зрошувальної системи. Поливна вода системи за агрономічними показниками належить до ІІ класу (обмежено придатна), а за екологічними - до І класу, і повинна використовуватися за умови обов’язкового застосування комплексу заходів попередження деградації ґрунтів.

Польові дослідження були закладені в чотириразовій повторності за такою схемою: Фактор А – основний обробіток ґрунту: полицевий на глибину 20-22 см; полицевий на глибину 28-30 см. Фактор В – фон живлення: без добрив; N45P45; N90P90. Фактор С – густота рослин, млн/га: 2,0; 2,5; 3,0. Фактор D – умови зволоження: без зрошення; зрошення. Розташування варіантів здійснювали методом розщеплених ділянок із частковою рендомізацією. Облікова площа ділянок четвертого порядку – 57,6 м2. За проведення досліджень керувалися загальновизнаною методикою польових дослідів [5].

Для обробки та перевірки прогнозтичних моделей вирощування зерна сочевиці використано статистичні критерії оцінки достовірності на базі програм Statistica Advanced та Automated Neural Networks for Windows v.10.

Результати дослідження та їх обговорення. Результати кореляційного і регресійного аналізів даних урожаю зерна сочевиці, отриманих у дослідах, свідчать, що в незрошуваних умовах сила зв’язку з густотою рослин (Х3) середня та складає 0,625, а напрям зворотній. З іншими досліджуваними чинниками кореляція слабка та складає з глибиною основного обробітку ґрунту (Х1) та дозою мінеральних добрив (Х2) 0,077 і 0,320, а напрям зв’язку – прямий. Множинний коефіцієнт кореляції свідчить про сильний взаємозв’язок (0,706) урожайності зерна сочевиці з досліджуваними елементами технології вирощування (табл. 1).

В умовах зрошення коефіцієнти кореляції зв’язку врожайності зерна сочевиці з досліджуваними чинниками були відмінні порівняно з незрошуваними умовами. Так, сила зв’язку глибини основного обробітку ґрунту (Х1) з врожаєм зерна сочевиці складає 0,065 і є слабкою, а доза мінеральних добрив (Х2) та густота рослин (Х3) – середня та складає 0,504 і 0,343.

Сила зв’язку усіх досліджуваних елементів технології вирощування сочевиці з урожаєм зерна середня – 0,613. Напрям зв’язку з усіма досліджуваними елементами технології вирощування сочевиці – прямий.

Коефіцієнт регресії показує, що в незрошуваних умовах збільшення глибини основного обробітку ґрунту на 1 см збільшує врожайність зерна сочевиці на 3,2 кг; збільшення дози мінеральних добрив на 1 кг/га діючої речовини - на 0,7 кг/га, а густоти рослин на 1 тис/га, навпаки зменшує показник на 0,2561 кг/га.
1. Результати кореляційного і регресійного аналізів даних урожаю зерна сочевиці

	До якого Хі належать дані
	R – множинний і ri – парні коефіцієнти кореляції
	D – загальний і di – часткові коефіцієнти детермінації
	b0 і bi – коефіцієнти регресії
	t – критерій

	
	
	
	
	фактичний
	0,05

	Без зрошення

	Х1Х2Х3
	0,706
	0,498
	1,5896
	-
	

	Х1
	0,077
	0,006
	0,0032
	0,7730
	2,01

	Х2
	0,320
	0,102
	0,0007
	3,1917
	

	Х3
	-0,625
	0,391
	-0,2561
	-6,2345
	

	Зрошення

	Х1Х2Х3
	0,613
	0,376
	1,0200
	-
	

	Х1
	0,065
	0,004
	0,0051
	0,5777
	2,01

	Х2
	0,504
	0,254
	0,0022
	4,5089
	

	Х3
	0,343
	0,118
	0,2656
	3,0746
	


Примітки: Х1 – глибина основного обробітку ґрунту, см; Х2 – доза мінеральних добрив, кг/га діючої речовини; Х3 – густота рослин, млн/га.

В умовах зрошення показники коефіцієнта регресії були вищими. Так, збільшення глибини основного обробітку ґрунту на 1 см підвищує врожайність зерна сочевиці на 5,1 кг; дози мінеральних добрив на 1 кг/га діючої речовини - на 2,2 кг/га, а густоти рослин на 1 тис/га – 0,2656 кг/га.

Згідно з отриманими коефіцієнтами регресії та вільного члена була складена математична модель урожаю зерна сочевиці за різних умов зволоження:

Без зрошення - Y=1,5896+0,0032×Х1+0,0007×Х2-0,2561×Х3;

Зрошення       - Y=1,0200+0,0051×Х1+0,0022×Х2+0,2656×Х3.

Одним з удосконалених методів математичного моделювання врожаю сільськогосподарських культур є регресійний нормований аналіз. Рівняння нормованої множинної регресії має вид:
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Коефіцієнт β1 і β2 називають β - коефіцієнтами значущі або шляховими коефіцієнтами. Вони на відміну від коефіцієнтів регресії не залежать від одиниць візиру і характеризують на скільки δу зміниться у середньому результуюча ознака при зміні відповідного чинника впливу на δх.

Провівши регресійний нормований аналіз досліджуваних чинників з урожаєм зерна сочевиці, були отримані такі результати для залежної змінної для різних умов вологозабезпечення (табл. 2), де:

Без зрошення – R = 0,7059; R2= 0,4983; скоригований R2= 0,4682; F(3,50)=16,551 p<0,00000 та стандартна похибка оцінки – 0,1232.

Зрошення – R = 0,6131; R2= 0,3759; скоригований R2= 0,3385; F(3,50)=10,04 p<0,00003 та стандартна похибка оцінки – 0,2591.
2. Результати регресійного нормованого аналізу для залежної змінної

	Показник
	Коефіцієнт β
	Стандартна похибка
	t (50)
	p-рівень

	без зрошення

	Вільний член
	
	
	10,66012
	0,00000

	Фактор Х1
	0,0774
	0,1002
	0,77296
	0,44319

	Фактор Х2
	0,3197
	0,1002
	3,19165
	0,00245

	Фактор Х3
	-0,6245
	0,1002
	-6,23454
	0,00000

	зрошення

	Вільний член
	
	
	3,25327
	0,00205

	Фактор Х1
	0,0645
	0,1117
	0,57770
	0,56606

	Фактор Х2
	0,5037
	0,1117
	4,50895
	0,00004

	Фактор Х3
	0,3435
	0,1117
	3,07457
	0,00341


Примітки: Х1 – глибина основного обробітку ґрунту, см; Х2 – доза мінеральних добрив, кг/га діючої речовини; Х3 – густота рослин, млн/га.

Згідно з отриманими даними рівняння має такий вигляд:

Без зрошення:
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Зрошення:      
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Рис. 2. Модель штучної нейронної мережі [6, 17]
Представлена схема математичної моделі нейронної мережі для програмування врожайності сільськогосподарських культур з 
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Не завжди нейронна мережа досягає хороших результатів навчання та узагальнення. Серед можливих причин можна виділити такі: невдало обрана архітектура мережі; недостатня вибірка даних для навчання; невдало обрані чинники, які мінімально або максимально впливають на результативний чинник; відсутність залежності [10, 16, 18].

Проведені нами дослідження довели ефективність обраних чинників та вплив їх на результуючий показник (табл. 3).
3. Результати регресійної нейронної моделі прогнозування врожайності зерна сочевиці
	Архітектура
	Продуктивність
	Похибка
	Навчання / елементи
	Входи
	Скриті (1)
	Скриті (2)

	
	навчання
	контрольна
	тестова
	навчання
	контрольна
	тестова
	
	
	
	

	МП 4:4-12-7-1:1
	0,215
	0,290
	0,362
	0,136
	0,049
	0,066
	ОР100, СГ20, СГ0b
	4
	12
	7
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Рис. 3. Архітектура GRNN прогнозування врожайності зерна сочевиці (Х1 – глибина основного обробітку ґрунту, см; Х2 – доза мінеральних добрив, кг/га діючої речовини; Х3 – густота рослин, млн/га; Х4 – умови зволоження (водоспоживання), м3/га)
Для оцінки і уточнення ранжирування чинників впливу на врожайність зерна сочевиці була створена узагальнююча регресійна штучна нейронна мережа (рис. 2) GRNN (4-12-7-1) з 12 нейронами в першому прихованому шарі і сьома – в другому; продуктивність навчання – 0,215; контрольна – 0,290; тестова – 0,362; похибка навчання - 0,136; контрольна – 0,049; тестова – 0,066. Множинна кореляція з урахуванням нелінійних закономірностей впливу чинників на врожайність зерна сочевиці склала 0,96 (табл. 4).
4. Оцінка похибки регресійної нейронної моделі прогнозування врожайності зерна сочевиці
	Критерії
	Похибка моделі

	середнє даних, т/га
	1,551

	стандартне відхилення даних, т/га
	0,520

	середнє похибки, т/га
	-0,014

	стандартне відхилення похибки, т/га
	0,144

	середнє абсолютної похибки, %
	0,111

	відношення стандартного відхилення
	0,276

	кореляція
	0,961


Функція відгуку регресійної нейронної мережі має вигляд:
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Систему формул можна представити у вигляді:
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 – дискретне значення часового ряду;
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f (Sn; Sj; Sm) – передавальна функція прихованих і вихідних шарів нейронної мережі.

Аналіз чутливості полягає в оцінюванні впливу зміни вихідних параметрів (елементів технології вирощування) на його кінцеві характеристики (рівень урожаю). Аналіз чутливості проекту дозволяє оцінити, як змінюються результуючі показники реалізації проекту при різних значеннях заданих змінних, необхідних для розрахунку. Цей вид аналізу дозволяє визначити найбільш критичні змінні, які найбільшою мірою можуть вплинути на здійсненність і ефективність впровадження досліджуваних елементів технології вирощування культури у виробництво [15].

5. Аналіз чутливості досліджуваних елементів технології вирощування на врожайність зерна сочевиці

	Показники
	Досліджувані елементи

	
	Х1 - глибина основного обробітку ґрунту, см
	Х2 - доза мінеральних добрив, кг/га діючої речовини
	Х3 – густота рослин, млн/га
	Х4 – умови зволоження (водоспоживання), м3/га

	відношення
	1,01
	1,61
	1,62
	4,21

	ранг
	4
	3
	2
	1


Згідно з отриманими результатами ранжування (табл. 5) досліджуваних чинників на динаміку формування та величину врожайності зерна сочевиці встановлено, що на першому місці є умови зволоження (величина водоспоживання, м3/га) з коефіцієнтом впливу 4,21. який перевищує інші досліджувані чинники майже в 2,2 рази. На другому місці густота рослин (млн/га), де показник склав 1,62. На третьому – доза мінеральних добрив (кг/га діючої речовини), яка незначно поступилася густоті стояння рослин, склавши у підсумку 1,61. На останньому четвертому місці з коефіцієнтом впливу 1,01 була глибина основного обробітку ґрунту (см).
Висновки. Проведений кореляційно-регресійний аналіз свідчить про високу достовірність та практичну цінність отриманих математичних моделей вирощування сочевиці на зерно залежно від основного обробітку ґрунту, дози добрив та густоти рослин за різних умов зволоження, що підтверджують криві, отримані у дослідах експериментальних даних та розрахунковим шляхом.
Рівень врожаю є досить стійким до зміни досліджуваних елементів технології вирощування культури сочевиці. Коливання будь-якого з розглянутих параметрів як у бік зменшення, так і в бік його збільшення, істотно не впливають на рівень. Результати статистичного аналізу даних урожаю зерна сочевиці свідчать про високий ступінь ефективності досліджуваних прийомів вирощування та доцільності впровадження зазначених елементів технології у виробництво.

Роботу виконано в межах проекту «Сучасні аспекти інформатизації сільськогосподарського виробництва на основі моделювання та прогнозування продукційних процесів в агроекосистемах» (номер державної реєстрації 0120U100997).
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S.O. Lavrenko, N.M. Lavrenko, M.V. Maksymov
Modern aspects of informatization of agricultural production based on modeling and forecasting the production process of lentils under different conditions of moisture supply
Abstract. The article presents the results of the application of modern systems for modeling and forecasting the production process of lentils in the Southern Steppe of Ukraine. The correlation-regression analysis shows the high reliability and practical value of the obtained mathematical models of growing lentils for grain depending on the conventional tillage, fertilizer rate, and plant density under different moisture conditions; that is confirmed by the curves based on the experimental data and calculations. Mathematical models of lentils grain yield under different moisture conditions were compiled according to the obtained regression coefficients and free members: without irrigation - Y=1,5896+0,0032×Х1+0,0007×Х2-0,2561×Х3, and when applying irrigation Y=1,0200+0,0051×Х1+0,0022×Х2+0,2656×Х3.
The following results were obtained for the dependent variable for different conditions of moisture supply after conducting a regression-normalized analysis of the researched factors in view of yield of lentils, where: in variant without irrigation R = 0.7059; R2 = 0.4983; adjusted R2 = 0.4682; F (3,50) = 16,551 p <0,00000 and standard estimation error was 0,1232; in variant with irrigation R = 0,6131; R2 = 0.3759; adjusted R2 = 0.3385; F (3.50) = 10.04 p <0.00003 and the standard estimation error was 0,2591.
Nonlinear multilayer artificial neuron models have been developed for the first time to predict lentils grain yields. Generalized regression artificial neural network GRNN (4-12-7-1) with 12 neurons in the first hidden layer and seven ones in the second hidden layer; learning productivity was 0.215; control productivity was 0.290; test productivity was 0.362; learning error was 0.136; control error was 0.049; test error was 0.066. Taking into account nonlinear patterns of factor effect on lentils grain yield the multiple correlation was 0.96. Based on the results of ranking the researched factors' effect on the dynamics of formation and yield of lentils, it was found that moisture conditions (water consumption, m3/ha) with an impact factor of 4.21 which exceeds other researched factors by almost 2.2 times, are in the first place. Plant density (million/ha) was in second place with a factor of 1.62. The rate of mineral fertilizers (kg/ha of active substance) was in third place, which was slightly inferior to the density of standing plants, resulting in a total of 1.61. The depth of tillage (cm) was in the last fourth place with an impact factor of 1.01.
Keywords: modeling, forecasting, neuron model, regression, lentils
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